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Abstract

The functional working of the brain is not dependent on its structural anatomy, i.e, in
order to carry out a neurologically-demanding task, different structurally remote regions
of the brain work synchronously with each other. The analysis of functional connectivity
of the brain is not straight forward. Combination of different modalities simultaneously to
record brain activity can be helpful in explaining the functional networks involved during
certain tasks. Different modalities capture different dynamics of cortical activity, for ex-
ample, electroencephalography, magnetoecephalography, and near-infra red spectroscopy
offer a very good temporal resolution, while the functional magnetic-imaging signal has
a fine spatial resolution. The concept of causality can help, indirectly, to determine the
chronological order of the signals flowing in the brain. It states that by determining the
direction of information flow between two signals, we can find out which of the two signals
started farther back in time, and hence, comes from the source. Moreover, the conven-
tional methods of understanding the relationship between two signals, like correlation,
are unable to tell us anything about the causality.

The causality can be estimated in time-domain, by using methods like conditional Granger
causality, which compares variances of different models. Furthermore, frequency-domain
causality methods are an indispensable tool when the aim is to estimate causality between
neuronal oscillations of a particular frequency. Methods like partial directed coherence
and re-normalized partial directed coherence are some of the important frequency-domain
causality measures. By using a combination of Kalman filters, we can develop methods
like time-resolved partial directed coherence, which not only looks at the causality at a
certain frequency, but can also reveal the time-dynamics of estimated causality. In this
thesis, all of the aforementioned causality measures were applied on model data to cor-
roborate them, and furthermore, on actual medical data to examine various oscillatory
functional networks.

Along with the investigation of different oscillatory networks in the brain, structural
connectivity within the brain, using the white matter tracts, was also analyzed using
graph-analysis algorithms. Comparing network measures of the brain of Parkinsonian pa-
tients and those of healthy subjects can reveal the structural differences between the two
groups. Moreover, a method based on the statistical properties of the individual neurons
is also proposed for the optimum postoperative stimulation contact for the deep-brain
stimulation.






Zusammenfassung

Die funktionale Arbeitsweise des Gehirns ist nicht abhéngig von seiner strukturellen
Anatomie; das heifst, fiir die Durchfiihrung einer neurologisch anspruchsvollen Aufgabe ar-
beiten verschiedene strukturell entfernte Regionen des Gehirns synchron miteinander. Die
Analyse der funktionellen Konnektivitdt des Gehirns ist nicht trivial. Die Erfassung der
Gehirnaktivitéit durch verschiedene Modalitéiten kann gleichzeitig zur Erklarung der funk-
tionellen Netzwerke fiir bestimmte Aufgaben sehr hilfreich sein. Unterschiedliche Modal-
itdten erfassen unterschiedliche Dynamiken der kortikalen Aktivitit; zum Beispiel bietet
Elektroenzephalographie eine sehr gute zeitliche Auflésung, wihrend die funktionelle Mag-
netresonanztomographie eine feine rdumliche Auflésung hat. Der Begriff der Kausalitit
kann indirekt helfen, die Reihenfolge zwischen zwei Signalen im Gehirn zu bestimmen.
Das besagt, dass wir durch die Bestimmung der Richtung des Informationsflusses zwischen
zwei Signalen herausfinden kénnen, welches der beiden Signale in der Zeit eher begonnen
hat und damit die Quelle darstellt.

Die Kausalitdt kann im Zeitbereich mit Methoden wie bedingte Granger-Kausalitét
abgeschitzt werden, die die Abweichungen zwischen verschiedenen Modellen vergleicht.
Auferdem sind Frequenzbereichs-Kausalitits-Methoden ein unverzichtbares Werkzeug,
wenn es das Ziel ist, die Kausalitit zwischen neuronalen Oszillationen bestimmter Fre-
quenzen zu schitzen. Methoden wie partial directed coherence und re-normalized par-
tial directed coherence sind einige der wichtigen Frequenzbereichs-Kausalitits-Messungen.
Durch die Verwendung einer Kombination von Kalman-Filtern kénnen Methoden wie die
time-resolved partial directed coherence entwickelt werden, die nicht nur die Kausalitit
im Frequenzbereich, sondern auch die Zeit-Dynamik der geschitzten Kausalitit zeigen
kann. In dieser Arbeit wurden alle oben genannten Messtechniken auf Modell-Daten
angewendet, um sie zu untermauern, und dariiber hinaus auf verschiedene funktionale
Osrillations-Netzwerke.

Zusammen mit der Untersuchung verschiedener Schwingungs-Netzwerke im Gehirn wurde
strukturelle Konnektivitat im Gehirn mit Hilfe der weifen Substanz ebenfalls mit Grafik-
Analyse-Algorithmen analysiert.  Die Netzwerk-Messung im Gehirn bei Parkinson-
Patienten und gesunden Probanden kann die strukturellen Unterschiede zwischen den
beiden Gruppen schitzen. Dariiber hinaus wird ein Verfahren auf der Basis der statis-
tischen Eigenschaften der einzelnen Neuronen auch fiir die optimalen Bestimmungen des
postoperativen Stimulationskontaktes fiir die tiefe Hirnstimulation vorgeschlagen.
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