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Für das mit Interesse übernommene Korreferat gilt mein Dank Frau Prof. Dr. rer. nat.
Petra Mutzel, der Inhaberin des Lehrstuhls für Algorithm Engineering am Fachbereich
Informatik. Den Herren Prof. Dr. David Agar und Prof. Dr.-Ing. Gerhard Schembecker
vom Fachbereich Bio- und Chemieingenieurwesen danke ich für ihre Mitwirkung in der
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Zusammenfassung

Zweistufige stochastische gemischt-ganzzahlige Programme mit diskreten Szenarien
(2S -MILPs), die bei der Belegungsplanung von Chargenprozessen unter Unsicherheit en-
stehen, führen zu großen Optimierungsproblemen. Diese großen Probleme können ohne
Dekompositionsmethoden oder problemspezifische Ansätze nur schwer gelöst werden.

Diese Arbeit präsentiert neue hybride evolutionäre Algorithmen für 2S -MILPs, die auf
Stufen-Dekomposition basieren. Dabei wird die Suche auf den Erststufenentscheidungen
von einem evolutionären Algorithmus (EA) durchgeführt, die entkoppelten Zweitstufen-
Szenarioprobleme werden durch einen MILP -Solver gelöst. Die Algorithmen werden an
einem realistischen Fallbeispiel, der Belegungsplanung eines Chargenprozesses zur indu-
striellen Polymerproduktion unter Unsicherheit in der Nachfrage und in der Anlagenka-
pazität, evaluiert.

Zunächst wird ein generischer hybrider EA für 2S -MILPs realisiert. Dieser wird dann
um drei für das Fallbeispiel spezifische Elemente erweitert. Zuerst wird ein schnelles In-
itialisierungsschema entwickelt. Dann wird eine Methode zur Reduzierung des Suchraums
um zwei Größenordnungen vorgeschlagen. Zuletzt wird, basierend auf dem Konzept der
‘minimal moves’, ein problemspezifischer EA entwickelt. Es zeigt sich, dass dieser spezifi-
sche EA robuster ist als der generische, und dass er bessere Fähigkeiten zur vollständigen
Erkundung des Suchraums aufweist.

Die Leistungsmerkmale der hybriden evolutionären Algorithmen werden mit den beiden
besten verfügbaren Algorithmen, dem MILP -Solver CPLEX , und dem dekompositionsba-
sierten 2S -MILP -Algorithmus von Carøe und Schultz (1999), DDSIP , verglichen. DDSIP
benötigt eine problemspezifische Anpassung, um überhaupt eine andere als die initia-
le Lösung zu liefern. Der generische EA hingegen konvergiert ohne Anpassung. Mit den
problemspezifischen Anpassungen liefern DDSIP und die EA-basierten Ansätze in den
meisten Fällen bessere Ergebnisse als CPLEX . Der Lösungsaufwand des EA skaliert et-
wa linear mit der Anzahl der Szenarien. CPLEX und DDSIP hingegen skalieren deutlich
stärker als linear. Für 2S -MILPs mit einer relativ großen Zahl von Szenarien sind hybride
evolutionäre Algorithmen daher zu bevorzugen, ebenso wenn relativ gute Lösungen nach
kurzer Rechenzeit benötigt werden.
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Abstract

Two-stage stochastic mixed-integer linear programs with discrete scenarios (2S -MILPs)
that arise in chemical batch scheduling under uncertainty usually give rise to large scale
optimization problems. The large problems cannot be solved easily without incorporating
decomposition methods or problem specific knowledge.

A new hybrid evolutionary algorithm framework is proposed. Based on stage-
decomposition, an evolutionary algorithm (EA) performs the search on the first-stage
variables while the decoupled second-stage scenario problems are tackled by a MILP
solver. The approach is evaluated for a real-world scheduling problem of an industrial
polymer production batch plant with uncertainties in the demand and in the plant ca-
pacity.

In the beginning a generic hybrid EA for 2S -MILPs is realized. Then it is extended by
three elements that are customized to the example problem. First, a computationally
cheap specific initialization scheme is developed. Second, a reduction of the search space
by two orders of magnitude is proposed. Third, a problem specific EA with mutation
operators is developed based on the concept of ‘minimal moves’. The specific EA is more
robust than the generic one and has better abilities to explore the complete search space.

The performance of the hybrid EA-based approaches is compared to the performance of
the state-of-the-art MILP solver CPLEX and to that of the state-of-the-art decomposition
based 2S -MILP -algorithm of Carøe and Schultz (1999), DDSIP . The latter 2S -MILP -
algorithm required a problem specific adaptation to provide any other than the initial
solution, whereas the generic EA converged without modifications. With problem specific
adaptations, DDSIP and the EA-based approaches performed better than CPLEX in
most cases. The scale-up behavior of the EA with respect to the number of scenarios is
approximately linear, whereas that of CPLEX and DDSIP is significantly stronger than
linear. For 2S -MILPs with a relatively high number of scenarios, or when relatively good
solutions are needed quickly, the EA based approach is preferable.
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