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Kurzfassung

Verfahrenstechnische Prozesse weisen häufig stark nichtlineares Verhalten und Nich-
tidealitäten auf. Die rigorose Modellbildung basierend auf physikalischen und che-
mischen Phänomenen ist deswegen zeitaufwendig, und die resultierenden Modelle
besitzen eine hohe Komplexität. Kommen zusätzlich nicht genau bekannte oder nicht
messbare interne Zusammenhänge hinzu, werden durch Messdaten bestimmte Black-
Box-Modelle eingesetzt. Das Hauptproblem der Black-Box-Modelle ist jedoch die Zu-
verlässigkeit der Prädiktion, die sich auf Bereiche mit hinreichend vielen Messdaten
beschränkt.
Diese Arbeit hat daher die Zielsetzung, die Zuverlässigkeit nichtlinearer stationärer
und dynamischer Modelle, die aus Messdaten identifiziert werden, zu analysieren. Un-
ter Verwendung statistischer Methoden wird ein Vertrauensbereich errechnet, in wel-
chem der wahre Wert der durch das Modell vorhergesagten Größe mit einer gewissen
Wahrscheinlichkeit liegt. Je enger dieser ist, desto zuverlässiger ist die Modellprädikti-
on. Zum Einsatz kommen dabei sowohl auf Linearisierung basierende asymptotische
als auch verschiedene Bootstrap-Verfahren der computergestützten Statistik mit den
Vorteilen, dass für die Anwendung nur wenige einschränkende Annahmen getroffen
werden müssen und sie mit moderner Rechenleistung effizient auszuführen sind.
Die in dieser Arbeit verwendeten nichtlinearen stationären und dynamischen Modelle
gehören zur Klasse der vorwärts gerichteten Neuronalen Netze. Um die Anwendung
der Zuverlässigkeitsanalyse auch auf andere nichtlineare Modellklassen aufzuzeigen,
wird die Beschreibung, Herleitung und Beweisführung der Verfahren zu einem Groß-
teil unabhängig von der gewählten Parametrierung durchgeführt. Zur Veranschauli-
chung der Methoden für stationäre Modelle werden neben bekannten Beispielen aus
der Literatur zwei reale Anwendungen aus der Chemometrie behandelt.
Für die Analyse der Zuverlässigkeit von Mehrschrittprädiktionen nichtlinearer dy-
namischer Modelle sind nur wenige Ansätze bekannt. Die vorhandenen Bootstrap-
Methoden berücksichtigen keine exogenen Variablen und sind deswegen im Kontext
der Regelungstechnik ungeeignet. Ein wesentlicher Beitrag dieser Arbeit ist die Ein-
führung entsprechender Methoden, deren Eigenschaften theoretisch bewiesen wer-
den. Zwei Simulationsstudien illustrieren die praktische Anwendbarkeit. Es handelt
sich um ein einfaches Benchmark-Beispiel und um ein komplexes Modell eines Biore-
aktors. Die dabei erzielten Ergebnisse belegen die Güte der Methoden und zeigen die
Richtung für weitere Entwicklungen auf: die Integration der Zuverlässigkeitsanalyse
in die nichtlineare modellprädiktive Regelung.
Das Problem der Robustheit nichtlinearer modellprädiktiver Regelungen ist in der Li-
teratur beschrieben, die dazu vorhandenen Methoden können jedoch lediglich für li-
neare Modelle implementiert werden. Durch die Integration der Zuverlässigkeitsana-
lyse in eine in dieser Arbeit neu eingeführten Synthesevorschrift zur nichtlinearen mo-
dellprädiktiven Regelung kann robustes Verhalten erzielt werden. Die Eigenschaften
werden unter Zuhilfenahme der Theorie invarianter Mengen gezeigt, die Regelgüte
wird mit umfangreichen Studien am Modell des Bioreaktors veranschaulicht.
Die Ergebnisse dieser Arbeit belegen den Nutzen der Zuverlässigkeitsanalysen im
Rahmen der Black-Box-Modellierung und der nichtlinearen modellprädiktiven Rege-
lung.
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Abstract

As chemical processes exhibit frequently strong nonlinearities and non-idealities first
principles modeling based on physical and chemical laws is difficult and time con-
suming, and the resulting models are often mathematically complex. If there are un-
known inner relations which are difficult to identify black-box-models are often used
and fitted to measurement data. The main problem of black-box-models is the predic-
tion reliability which decreases in areas where the data set is sparse.
It is the aim of this thesis to analyze the prediction reliability of nonlinear stationa-
ry and dynamic models which are identified from measurement data. Using statisti-
cal methods, a confidence range is calculated in which the true prediction lies with
a certain probability. A smaller range indicates a more reliable prediction. Asympto-
tic methods based on model linearization and bootstrap methods from computational
statistics are applied. For the latter only limited restrictions are necessary and modern
computational power leads to effective realizations.
The nonlinear stationary and dynamic models used here belong to the class of feed-
forward neural networks. Most of the descriptions, derivations and proofs are inde-
pendent of the chosen model parameterization. Therefore the methods described here
can be applied to other classes of nonlinear models. Well-known examples from the
literature and two real-world applications from the field of chemometrics illustrate the
methods for stationary models.
Only few approaches are known for the analysis of the multi-step prediction reliabili-
ty of nonlinear dynamic models. As the available bootstrap methods do not explicitly
consider exogenous variables, they are inappropriate in the context of control appli-
cations. A major contribution of this thesis is to fill this gap and to provide methods
which are theoretically sound and are illustrated with two simulation studies. The first
one is a simple yet demanding benchmark example and the second one is a complex
bioreactor model. The results demonstrate the performance of the methods and mo-
tivate the next step: the integration of the analysis of the prediction reliability into a
nonlinear model predictive control scheme.
The issue of robustness in nonlinear model predictive control has been addressed in
the literature but there is still a need for methods which are easy to apply in practi-
ce. Integrating the prediction reliability analysis leads to a new controller formulation
with guaranteed robustness properties. The theory of invariant sets helps to show the
controller features while the controller performance is evaluated with comprehensive
bioreactor simulation studies.
The results of this thesis show the usefulness of the analysis of the prediction reliability
in data-based modeling and model predictive control.
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